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Основные направления работы ЛАМОД в 2022 г.

 Решение многопараметрических обратных задач (ОЗ)

 ОЗ разведочной геофизики (подход «от модели»)

 ОЗ спектроскопии  (подход «от эксперимента»)

 Решение задач прогнозирования космической погоды

 Геомагнитные индексы, потоки заряженных частиц на ГСО

 Прогнозирование уровня (класса) геомагнитного возмущения

 Развитие алгоритмов отбора входных признаков задачи

 Итеративный подход на основе поочередного удаления

 Алгоритм отбора в условиях мультиколлинеарности признаков 

 Разработка гендерного варианта генетических алгоритмов

 Обработка данных в когнитивных исследованиях

 Прогноз петротипа и фильтрационно-емкостных свойств породы

 Преподавание в области машинного обучения

 15 статей в журналах (все WoS/Scopus), в т.ч. 3 в Top-25; 

11 статей в сборниках, 29 докладов, 6 НИР



Решение многопараметрических 
обратных задач (ОЗ)

 ОЗ разведочной геофизики (подход «от модели»)

 Путем расчета прямой задачи получены уникальные 2D и 3D 

массивы данных для слоистых сред с переменной толщиной слоёв, 

для трёх видов разведочной геофизики (по 26 000 – 30 000 примеров) :

гравиразведка, магниторазведка, электроразведка (магнитотеллурика)

 ОЗ оптической спектроскопии (подход «от эксперимента»)

 Путем физического эксперимента получены уникальные массивы данных 

многокомпонентных растворов солей тяжелых металлов 

для диагностики жидких технологических сред (для 3762 растворов 

на дистиллированной воде и 1000 растворов на воде из московских рек),

для pH-метрии и трёх видов оптической спектроскопии 

(оптического поглощения,  ИК-поглощения, комбинационного рассеяния)

 Методики и результаты решения ОЗ – в следующем докладе



Нейросетевая  генерация  модельных  спектров

 Для генерации модельных спектров использовались обусловленные 

вариационные автоэнкодеры– вид генеративных состязательных сетей, 

с заданием условий в латентном пространстве ВАЭ с использованием 

кластеризации (GMM) и моделей проекций на латентные структуры (ПЛС)

 Подача на генератор вектора-условия позволяет генерировать примеры, 

соответствующие определённым концентрациям компонентов

 Добавление генерированных примеров к тренировочному набору из 

реальных примеров позволило получить заметное (до 36%, обычно 15-17%) 

снижение погрешности решения

Высокая реалистичность 

сгенерированных спектров 



Прогнозирование класса 
геомагнитного возмущения

 Первые результаты по переходу команды 

от прогнозирования уровня геомагнитного возмущения (значения индекса) 

к прогнозированию его класса (принадлежности к тому или иному диапазону)

 Рассматривались три класса по индексу Kp (классы не сбалансированы!!!):

 Kp  3 – отсутствие возмущений и слабые геомагнитные возмущения 

 3 < Kp  5 – средние геомагнитные возмущения

 Kp > 5 – сильные геомагнитные возмущения

 Горизонт прогнозирования от 3 до 24 часов с шагом 3 часа

 Без погружения или с погружением временных рядов на 8 отсчетов (сутки)

 Спектр методов машинного обучения: 

гребневая и логистическая регрессии, случайный лес, градиентный бустинг, 

многослойные персептроны, рекуррентные сети (LSTM и GRU)

 Методика SMOTE для преодоления несбалансированности

 Кросс-валидация для выбора оптимальных гиперпараметров

 Предсказания тривиальной модели удалось превзойти на первых 6 горизонтах

 Погружение без дополнительного отбора признаков ухудшает результат

 Требуется изменение границ классов для выравнивания представительности



Адаптивный  отбор  существенных  признаков
при  прогнозировании  геомагнитного  индекса 

 Использовался метод постепенного удаления входных признаков

на основе линейной регрессии или градиентного бустинга

 Таким образом признаки ранжировались по значимости

 На нескольких комплектах с минимальной ошибкой регрессии 

строились однородные комитеты многослойных персептронов

 Лучшие результаты – градиентный бустинг и перспетроны с отбором

Отбор по линейной регрессии Отбор по градиентному бустингу



Разработка гендерного варианта 
генетических алгоритмов

 Генетические алгоритмы (ГА) – многоагентный метод оптимизации

 Одновременно рассматривается набор (популяция) решений

 На основании отбора, скрещивания и мутации порождаются новые 

решения-индивидуумы, улучшающие значение целевой функции

 В стандартном ГА все индивидуумы имеют одинаковые свойства

 В гендерном ГА (ГГА) индивидуумы делятся на два пола (гендера)

 Отбор внутри одного гендера, скрещивание – между разными

 Мужские индивидуумы – более высокая вероятность мутации

 Женские индивидуумы – ограничение на число скрещиваний

 ГГА сходятся дольше 

(популяция вырождается позже)

 ГГА справляется с многоэкстремальными

функциями с явно выраженным 

экстремумом лучше, чем ГА

 Использовались для разложения спектров



Обработка данных 
в когнитивных исследованиях

 Рассматривались данные ЭМГ с трёх мышц лица

 Испытуемым демонстрировали стимулы эмоций

 Два варианта пространства эмоций:

 Валентность – возбуждение – доминантность

 Радость – грусть – гнев – удивление – испуг – отвращение

 Построение отображений из пространства сигналов ЭМГ мышц

в пространства эмоций и их первых главных компонент

 Выделение из сигналов специального набора признаков

(погружение, стат. показатели, скользящие средние)

 Отбрасывание наименее существенных признаков

 Присущая размерность пространства эмоций – 3

 Все компоненты этого пространства можно 

восстановить с достаточной точностью 

из сигналов мышц с помощью машинного обучения

 Радость восстанавливается хорошо, 

а удивление и испуг – плохо



Прогнозирование петротипа и свойств породы
по данным автомтизированной минералогии

 Необходимо научиться определять свойства горной породы 

по результатам пробного бурения, желательно – по шламу

 Система автоматизированной минералогии на основании электронной 

микроскопии позволяет определять минеральный состав породы

 На основании минерального состава породы

методами машинного обучения можно определять: 

 Петротип породы, характеризующий её свойства

 Свойство коллектор/неколлектор

 Фильтрационно-емкостные свойства – пористость и проницаемость

 Сравнение результатов кластеризации данных с разделением по петротипам

 Сравнение результатов на керне, имитации шлама и шламе

 Разработаны рекомендации по совершенствованию системы

 Реализован программный комплекс для решения перечисленных задач



Преподавание машинного обучения

Курс «Машинное обучение в физике» (факультатив для студентов) (осень)

Курс «Машинное обучение. Искусственные нейронные сети и генетические 

алгоритмы» (курсы повышения квалификации и факультатив для студентов)

 Искусственные нейронные сети и другие алгоритмы машинного обучения

 Основы предобработки данных

 Генетические алгоритмы, генетическое программирование

 Нечёткая логика, метод группового учёта аргументов

 Современный инструментарий для практической работы по анализу данных

 Практические занятия с использованием языков R и Python

 Самостоятельная работа под руководством преподавателя

 Сайт курса: http://kpk-nnga.sinp.msu.ru/

 Для студентов, аспирантов и сотрудников МГУ участие бесплатное

 В этом году первое занятие 28 февраля, запись открыта
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